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Geometrické metody 
v matematickej štatistike 

Andrej Pázman, Bratislava 

1. Úvod 

Matematická statistika, ako teória hromadného spracovania údajov a získávánia 
informácie z týchto údajov, tradičné vychádza z teorie pravděpodobnosti. Na údaje 
získané meraním, pozorováním, prieskumom a pod. sa dívá ako na určitý odraz skúma-
nej reality, ktorý je ,,zahmlený" radom podružných faktorov. Vplyv týchto faktorov 
považuje matematická statistika za náhodný a v spleti údajov sa statistik snaží nájsť 
určitý poriadok a vytiahnuť z nich užitočnú informáciu právě na základe poznatkov 
teorie pravděpodobnosti. 

Základná všeobecná schéma, s ktorou pracuje matematická statistika bývá často 
nasledujúca. Stav pozorovaného resp. meraného objektu je charakterizovaný nějakým 
vektorom číselných parametrov 9 = ( 0 l 5 . . . , 6m)T. Pozorovater, resp. experimentátor 
získává empirickou, resp. experimentálnou cestou rózne údaje odzrkadlujúce (nepriamo) 
stav objektu. Označme y = (y{, ..., yN)Ttieto údaje usporiadané do vektora. Statistik po
važuje y za realizáciu náhodného vektora, pričom vychádza z předpokladu, že pri zná-
mom vektore 9 bolo by známe aj rozdelenie pravděpodobnosti p(y \ 9) vektora y. 

V skutočnosti však statistik nepozná stav meraného objektu, t.j. nepozná 9, nanajvýš 
vie, že 9 nemóže vybočiť z istej množiny 0 (nazývanej parametrický priestor). Úlohou 
statistika je získat' informáciu o skutočnej hodnotě vektora 9, alebo o niektorých jeho 
komponentoch, a to právě na základe pozorovanej hodnoty vektora y. Jeho úloha je 
v istom zmysle opačná než úloha odborníka úzko specializovaného na pravděpodobnost'. 
,,Pravdepodobnostiar" by analyzoval rozdelenie náhodného vektora y pri danom 9, 
kdežto statistik pátrá po správnej hodnotě 9 na základe daného vektora y. Přitom 
pochopitelné využívá to, čo pozná o rozdeleniach pravděpodobnosti vektora y pri 
róznych hypotetických hodnotách 9e0. Na rozdiel od ,,pravdepodobnostiara" sta
tistik teda pracuje s celou triedou hypotetických rozdělení pravděpodobností {P(y) | 9): 
9eQ). 

Vychádzajúc zo znalostí takejto triedy, úlohou statistika je vypracovat' to, čomu 
hovoříme metody štatistickej inferencie. Například rruní nájsť nějaké zobrazenie 
T: y G Y i—• x(y) e G, ktoré možno považovat' v nejakom zmysle za dobrý odhad vektora 
parametrov 9 (tu symbolom ysme označili tzv. výběrový priestor, t.j. množinu možných 
hodnot vektora údajov y). V praxi to zvyčajne znamená, že statistik vymyslí nějaký 
,,vzorec", do ktorého dosadí napozorovaný vektor y a vypočítaný výsledok označí 
za hodnotu blízku skutočnej, ale neznámej hodnotě 9. Pochopitelné, že v mnohých 
prípadoch pod slovom ,,vzorec" třeba chápat'aj algoritmus pre počítač alebo inýzložitý 
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postup. Stanovením odhadu vektora 9 sa však práca statistika nekončí: musí ešte 
charakterizovat' presnosť takéhoto odhadu, v niektorých prípadoch musí Madať vhodné 
miery množstva informácie získanej pozorováním alebo musí vediť predpovedať 
vlastnosti odhadov (ešte před pozorováním) a na základe toho navrhnúť optimálny 
experiment a pod. Súhrnom, práca statistika (i teoretického statistika) sa líši od práce 
odborníka úzko specializovaného na teóriu pravděpodobnosti; nielen preto, že štastitik 
často pracuje s reálnými údajmi, ale aj preto, že pracuje, ako už bolo povedené, s celou 
triedou hypotetických rozdělení pravděpodobnosti (P(y) | 9): 9 e 0\ 

Otázka je, či táto trieda má nejakú strukturu, ktorá by charakterizovala triedu ako 
celok a ktorá by odzrkadlovala požiadavky matematickej statistiky. Potřeba takejto 
struktury, ktorá by nebola púhym reprodukováním struktury teorie pravděpodobnosti, 
sa prejavila už v klasických prácach R. A. Fishera v 20. rokoch nášho storočia. Fisher 
zaviedol například dva dóležité pojmy, ktoré nemajú analógiu v teorii pravděpodobnosti: 

a) funkciu vierohodnosti 

9e0h+p(y \9)eRí 

a z nej vyplývajúcu metodu odhadovania parametrov nazvánu metoda maxima viero
hodnosti, 

b) informačnú maticu, ktorá je definovaná ako kovariančná matica náhodného 
vektora 

d ln p(y | 9) d ln p(y \ 9) 

89, " " ' d9m 

Táto informačná matica je multivariantnou mierou množstva informácie o para-
metroch 9, získanej pozorováním vektora y. 

Ak sa z pohTadu súčasných teorií spatné díváme na tieto a podobné Fisherove kon-
cepcie, móžeme povedať, že jeho nazeranie na matematickú statistiku bolo do určitej 
miery diferenciálne-geometrické. Aj keď Fisherove výsledky boli vždy veTmi uznávané, 
tento geometrický aspekt nebol zdórazňovaný (ani samotným Fisherom). Geometrická 
charakterizácia modelov matematickej statistiky bývala aj pozdejšie ojedinělá a použí
vala sa len v jednoduchých alebo špeciálnych prípadoch. Niektoré práce možno ovšem 
považovat' v tomto směre za priekopnícke, pretože sa pokúšali o geometrický přístup 
ku všeobecným statistickým problémom. Patria sem napr. práce C. R. Raa [1], N. N. 
Čencova [2] a B. Efrona [3, 4]. 

Rao upozornil na to, že Fisherovu informačnú maticu možno geometricky inter
pretovat' ako tzv. metrický tenzor v parametrickom priestore 0. N. N. Čencov dokázal, 
že takýto metrický tenzor je jediný, ak má byť ekvivariantný v istom štatistickom zmysle. 
Súčasne ukázal, že statistické modely možno geometricky charakterizovať aj pomocou 
jednoparametrickej triedy tzv. afinných konekcií. Nakoniec Efron ukázal, že tzv. expo
nenciálně triedy rozdělení pravděpodobnosti majú jednoduchú geometrickú strukturu, 
ktorá sa zvlášť prejavuje pri odhadovaní metodou maxima vierohodnosti. S malým 
časovým odstupom vzniklo niekoTko nezávislých stredísk výskumu geometrických 
prístupov ke matematickej štatistike. Možno tu uviesť práce Batesa, Wattsa a Hamil-
tona (napr. [5, 6]), Barndorffa-Nielsena (napr. [7]), Atkinsona a Mitchellovej [8], 
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Reida [9], Skovgaardovej [10] a hlavně Amariho ([11, 12]). Na Matematickom ústave 
SAV sa od r. 1981 využívajú geometrické metody na vyšetrovanie neasymptotických 
vlastností nelineámych statistických modelov (napr. [13 — 15] a [21]). 

Třeba ešte poznamenat', že v prácach Amariho je priamy súvis s niektorými výsled-
kami teorie informácie (prezentovanými napr. v knihe I. Vajdu [16]). 

V ďalších častiach článku chcem naznačiť, v čom spočívá geometrický přístup ku šta-
tistike. Genézu tohto přístupu je vhodné sledovať počínajúc od najjednoduchšieho a 
súčasne najviac používaného statistického modelu, od lineárneho regresného modelu 
[17]. 

2. Lineárny regresný model 

Aby sme získali konkrétnejšiu představu takéhoto modelu, uvažujmejilustračný příklad: 
Na skúšobnej dráhe automobilky testujú nové automobily. V časovom rozpátí od 0 do 
10 sekund sa automobil pohybuje zrychlené (rozbieha sa). Pri konštantnej sile motora 
a so zanedbáním odporu vzduchu možno jeho polohu s(t) v čase t vyjadriť vzťahom 
známým zo stredoškolskej fyziky 

s(t) = vt + at2\2 

kde v je začiatočná rýchlosť (pre t = 0) a a je zrýchlenie. Parametre v & a sú neznáme. 
Poloha automobilu v časoch tu ...,tN sa meria prístrojmi a z nameraných výsledkov 
sa parametre v a a odhadujú. Merania sú sprevádzané náhodnými chybami, teda na-

meraná poloha yt v čase řř je 

(1) yř- = vtt + at]\2 + si; (i = 1, . . . , N ) , 

kde 8 l 5 . . . , sN sú chyby merania, ktoré možno považovať za náhodné, nezávislé, s nulo
vými střednými hodnotami a s konštantnými disperziami. 

Neznáme parametre v SL a je vhodné odhadovať všeobecné používanou metodou naj-
menších štvorcov, t. j . riešiť úlohu 

(2) (v, á) = arg min £ [y, - (vt, + at]j2)f . 
v,a i = 1 

Úlohu (2) móžeme lahko „geometrizovať": V N-rozmernom euklidovskom priestore 
EN vytvoříme 2-rozmernú rovinu parametrizovánu parametrami v a a: 

S£ := {z:zeEN, zt = vtt + at2\2; (v, a) e R2, i = 1, ...,N} . 

Suma na právej straně v (2) je druhá mocnina euklidovskej vzdialenosti vektora y = 
= (yi> •••> yN)r °d bodu roviny S£ určeného parametrami v a a. Přitom odhady v & á 
zodpovedajú bodu, ktorý je najbližšie ku y. Z elementárnej geometrie vieme, že takýto 
bod dostaneme ortogonálnou projekciou bodu y na S£. Ortogonálnu projekciu bodu y 
na S£ móžeme ovšem vyjadriť aj explicitně, v maticovom tvare. Za týmto účelom 
model (1) přeformulujeme do všeobecnejšieho tvaru 

(3) y = X6 + e , 

kde y = (yu ..., yN)T je vektor nameraných údajov, 0 = ( 0 l 5 . . . , 9m)T je vektor nezná-
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mých parametrov, X je matica známých koeficientov. V tejto symbolike je 

Se = {X0:0eRm} . 

Keďže chyby merania ef majú nulové středné hodnoty, rovina JSf je vlastně množina 
možných (ale neznámých) středných hodnot vektora y a geometricky reprezentuje našu 
neinformovanost' o meranom objekte. Eahko sa možno presvedčiť, že ortogonálny 
projektor P na rovinu S£ je matica 

(4) P :=X(XTX)-1XT 

(platí: PP = P, P = Pr, Pz e Se pre každé z e R"). Teda bodj roviny Jšf, ktorý je naj-
bližšie ku bodu y sa rovná 

X0 = X(XTX)-lXTy. 

To ale znamená, že hladaný odhad má tvar" 

(5) d = (xTxy1xTy, 
čo sa zhoduje so vzorcom známým zo statistiky ([18], kap. VII. 1). 

Poznamenáváme, že použité vztahy sú správné, len ak matica X je plnej hodnosti. 
Uvedený geometrický přístup však nevyžaduje tento předpoklad, pretože je v podstatě 
neparametrický (t.j. nezávisí od spósobu parametrizovania roviny Jšf). 

V modeli (3) sa výběrový priestor ( = množina možných hodnot vektora y) zhoduje 
s RN, presnejšie povedane zhoduje sa s euklidovským priestorom EN, pretože výraz, 
ktorý minimalizujeme v (2), je štvorec euklidovskej normy vektora y — XO. Akú 
štatistickú interpretáciu má euklidovská struktura výběrového priestoru? Formulujme 
otázku trochu ináč: Čo by sa stalo, keby sme pozměnili normu v JR*, t.j. keby sme 
namiesto rovnice (2) riešili rovnicu 

(6) d : = arg min [y - X0]T 1~\y - XO] , 
6eRm 

kde I je daná pozitivně definitná matica? Takáto modifikácia metody najmenších 
štvorcov sa v praxi používá. V případe, že matica I je diagonálna, nazývá sa váženou 
metodou najmenších štvorcov. Otázkou je, ktorá volba matice I je najvhodnejšia, teda 
aká geometrická struktura výběrového priestoru zodpovedá požiadavkám statistiky? 
Odpověď dává klasická Gauss-Markovova veta, ktorá hovoří, že spomedzi všetkých 
odhadov typu (6) najpresnejšie odhady dostaneme, keď matica I je úměrná kovarianč-
nej matici náhodného vektora y. Pokial kovariančná matica vektora y nezávisí od 0 
(a to sa v lineárnych regresných modeloch předpokládá), definuje normu a tým aj 
geometriu vo výberovom priestore. 

Ďalšou zaujímavou otázkou je, čo je geometrickým obrazom přesnosti odhadu 6, 
resp. aká je geometrická struktura parametrického priestoru Rm z hladiska tejto přes
nosti? Uvažujme dva body B a 0* z parametrického priestoru. Ich statistická rozlíšitel-
nosť je daná statistickou rozlíšitelnosťou korešpondujúcich středných hodnot vektora y, 
t.j. rozlišitelnostem bodov XB a XO*. V zmysle vyššie povedaného táto rozlišitelnost je 
určená normou 

([XB - X0*]TX~í[XB - XO*])112 
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kde I je kovariančná matica vektora y. Posledný výraz móžme Iahko napísať do tvaru 

(7) ([B - O*]7 M[B - 0*]) 1 / 2 , 

kde matica M sa rovná 

(8) M = XTI~1X. 

Dá sa ukázať, že v případe, že chyby merania eí9..., sN v modeli (3) majú gaussovské 
rozdelenie pravděpodobnosti, matica M je proste Fisherova informačná matica defino
vaná v prvej časti článku. To ale znamená, že odpověď na vyššie položenu otázku znie: 
parametrický priestor je lineárny normovaný priestor s normou (7), ktorá je určená 
informačnou maticou daného lineárneho regresného modelu. (Poznamenáváme, že 
norma (7) sa v aplikáciách využívá napr. v diskriminačnej analýze.) 

Naviac je známe, že kovariančná matica vektora 0 sa rovná matici M " 1 , to znamená, 
že disperzie odhadov jednotlivých parametrov 0í,...,0m sa rovnajú diagonálnym 
prvkom matice M " 1 . (Pre 1=1 vyplývá to priamo zo vztahu (5).) V lineárnom modeli 
je teda evidentné, že matica M si zaslúži názov ,,informačná matica". 

Zhrnieme úvahy tohto odseku: geometria lineárneho regresného modeluje geometria 
vhodné volených euklidovských priestorov, ktoré tento model reprezentujú (výběrový 
priestor, parametrický priestor, priestor £ středných hodnot). Dimenzie týchto priesto
rov a ich normy reprezentujú neurčitost' našich vědomostí o modelovanom objekte. 

3. Gaussovský nelineárny regresný model 

Kvóli konkrétnosti uvažujme opáť ilustračný příklad. Experimentátor meria výchylky 
tlmene kmitajúcej sústavy v časoch tl9..., tN. Výchylka sústavy v čase t sa rovná 

K Q~pt sin (cot + (p) , 

kde K, P, co, cp sú fyzikálně významné parametre (amplituda, tlmenie, frekvencia a fáza). 
Ich hodnoty sú neznáme a experimentátor ich má určiť na základe N meraní. Výsledky 
meraní sú 

(9) yi = K^ptism(coti+ cp) + sr, (i = 1, ...,iV), 

kde eř je opáť náhodná chyba i-tého merania. Množina hypoteticky možných středných 
hodnot vektora y = (yu ..., yN)T sa rovná 

6° := {z: ze RN, zt = K e~fit* sin (cott + (p), K > 0, P > 0, co > 0, cp e (-TU. TC), 

i = 1,. . .,N}. 

Na rozdiel od podobnej množiny £g, ktorú sme uvažovali v lineárnom modeli, množina & 
vytvára zakřivenu plochu vnořenu do EN. 

Je vhodné opáť prejsť ku všeobecnej symbolike. Namiesto (9) píšeme 

(10) y = rj(e) + e, 

kde r\: O v-+RN je zobrazenie definované na otvorenej množině 0 c Rm, ktoré má 
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spojité druhé parciálně derivácie d2rj(0)ld9i d0j. Tu 0 je vektor neznámých parametrov 
a e je vektor chyb, o ktorom budeme předpokládat', že má gaussovské rozdelenie. 
Množina středných hodnot e má v novej symbolike tvar 

(ц) g = {*/(0):Øє6>}. 

Podobné ako v lineárnom modeli, používáme odhad metodou najmenších štvorcov, 
ktorý je definovaný rovnicou 

(12) 0 = arg min [ y - ^ f [ > - # ) ] 
є 

(pokial existuje). Odhad 0 sa nedá tak jednoducho vypočítať ako v lineárnom modeli. 
Geometricky ide ovšem opáť o minimalizáciu vzdialenosti bodu y od plochy &, a teda 
o ortogonálnu projekciu (obr. 1 pre případ m = 1, N = 2). 

ĆD 
<\J 

f> 

í 

°к* \ ^ ' 

^ - " ^ r i i Ì 

.̂ 

Obr. 

rц( ) 

Geometrické úvahy o nelineárnom regresnom modeli je vhodné začať dotykovou 
rovinou ku ploché $ v nejakom bode 0°. Táto dotyková rovina je množina 

(13) r ^ ^ j ^ + I - ^ r , ; (-......Oell-J 

(pozři obr. 1 pre 0° = 0). 
Nahraďme plochu £ jej dotykovou rovinou Teo. V štatistickej interpretácii to znamená, 

že namiesto nelineárneho modelu (10) uvažujeme model 

(14) y-im = l8jPu + ^; (. = -,...,*), 
1=1 O0; 

v ktorom neznámými parametrami sú zu . . . , rm. Model (14) je lineárnou aproximáciou 
modelu (10); dotyková rovina teda definuje takúto aproximáciu. Podobné aproximácie 
sa v aplikáciách často používajú, ak disperzie chyb merania sú malé. 

Postupme kúsok ďalej v geometrických představách o dotykových rovinách ku ploché 
S. Najprv vypočítajme odhad parametra £ v linearizovanom modeli (14). Označme 

Pokroky matematiky, fyziky a astronomie, ročník 33 (1988), č. 6 319 



01 = 0° + f. V bode 01 zostrojme noví dotykovú rovinu Tei a v odpovedajúcom 
lineárnom aproximatívnom modeli vypočítajme odhad parametrov r a z něho hodnotu 
O2, potom zostrojíme TQ2 atď. Táto myšlienka je základom Gaussovej-Newtonovej iter-
ačnej metody výpočtu nelineárnych odhadov metodou najmenších štvorcov [19]. 
Hladaný odhad 0 je totiž pevným bodom opísanej iteračnej procedury; ak totiž v (14) 
položíme 0° = 0, dostaneme i = 0, teda dotyková rovina Tě je invariantná na proceduru. 

Využitie dotykových rovin ku & je hlbšie v nasledujúcej úvahe. V lineárnom modeli 
(14)móžeme poměrné jednoducho zostrojiťtzv. oblasť spolahlivosti pre parameter 0. Ob-
lasť spolahlivosti je taká podmnožina parametrického priestoru O, ktorá závisí od pozoro
vaného vektora y a. ktorá pokrývá neznámu skutočnú hodnotu vektora parametrov 0 
s predpísanou pravdepodobnosťou (tzv. spolahlivosťou). Označme 0e0(y) oblasť spo
lahlivosti v modeli (14). Model (14) je len aprocimáciou modelu (10), preto oblasť 
00o(y) je len přibližná, jej spolahlivosť nie je presne určená. Vytvořme preto množinu 

V(y):={eo:Ooe0,9°e<9eo(y)}. 

Teda do V(y) patria tie vektory 0°, ktoré patria do „svojich" aproximatívnych oblastí 
(9Qo(y). Je pozoruhodné, že množina V(y) je oblasť spolahlivosti v póvodnom nelineár-
nom modeli (10), a to oblasť přesná, s presne určenou spolahlivosťou. (Uvedená kon-
štrukcia je geometrickou interpretáciou konštrukcie oblastí spolahlivosti uvedenej 
v [20].) Čím je to, že pomocou aproximačních medzikonštrukcií v dotykových rovinách 
dostáváme nakoniec přesný výsledok? Je to zrejme preto, že uvažujeme množinu 
všetkých dotykových rovin {TeO:0°eQ}, teda to, čo sa v diferenciálnej geometrii 
nazývá dotykový priestor plochy $. 

Uvažujme teraz na chvílu namiesto lineárnej aproximácie (14) kvadratickú aproxi-
máciu modelu (10). Ináč povedané, namiesto lineárnej časti Taylorovho rozvoja funkcie 
rj(9), ktorá vystupuje v (14), použime kvadratickú časť tohto rozvoja. Dostaneme takto 
množinu 

I i=i dOi 2 i,7 = i dOidOj J 

Geometrická charakterizácia plochy S pomocou množiny Ke0 nie je však velmi vhodná, 
pretože na rozdiel od množiny TQ0 množina KQ0 závisí od spósobu akým je parametrizo
vaná plocha i . Ináč povedané, na rozdiel od dotyčnice Te0, množinu Ke0 nemóžeme 
nakreslit* do obrázku 1, pokial nemáme specifikovánu parametrizáciu křivky S. Geo
metrická charakterizácia kvadratických vlastností zakrivenej plochy je dosť obtiažna 
a diferenciálna geometria musela vyvinúť dómyselné pojmy, aby takúto charakterizáciu 
vykonala. Sú to v prvom radě rózne definície křivostí. Aj tieto definície sa ukázali 
ako velmi užitočné pre matematickú statistiku. Pokusíme sa aspoň naznačit'toto využitie 
křivostí. 

V prvom radě porovnanie polomerov křivosti plochy £ s disperziami chyb merania 
udává medze použitelnosti nelineárneho regresného modelu (10). Odhadovanie para
metrov v modeli (10) je totiž korektné, len ak disperzie chyb merania sú menšie ako 
najmenší poloměr křivosti plochy S. V opačnom případe móže odhad (12) strácať 
zmysel a viesť ku scestným výsledkom. Situácia je naznačená na obr. 1, kde bod S je 
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střed křivosti křivky & v bode 0 (0 = skutočná hodnota parametra). Ak sa pozorovaný 
vektor y* dostane za střed křivosti, jeho projekcia padne do čiarkovanej časti křivky £, 
ktorá je vzdialená od skutočnej strednej hodnoty vektora y. 

Zložitejšie je nájdenie priamej súvislosti medzi krivosťami a tzv. asymptotickou 
efektivnostem druhého rádu u odhadov. (Súvis je vysvětlený v článku [3] a v monografii 
[12])-

Autor tohto článku sa stretol s výhodným využitím polomerov křivosti pri hladaní 
aproximatívneho vzťahu pre hustotu pravděpodobnosti odhadu (12) geometrickými 
metodami [14]. Rozdiel medzi aproximatívnou a přesnou hustotou možno ohraničiť 
funkciou, ktorej premennou je najmenší poloměr křivosti plochy S. 

Autoři článku [5] zasa s výhodou používajú křivosti na to, aby charakterizovali 
medze použitelnosti metod lineárnej štatistickej inferencie na nelineárny model (10). 

Iné geometrické prostriedky boli využité v práci [13] pri vyšetřovaní jednoznačnosti 
odhadu (12). Šlo hlavně o využitie tzv. Sardovej vety z diferenciálnej geometrie a isté 
úvahy o dimenziách. Ide však o technické detaily, ktoré sa nehodia do nášho výkladu. 

4. Zakřivené exponenciálně triedy rozděleni pravděpodobnosti 

Každý, kto sa aspoň trochu zaoberal statistikou, sa stretol s pojmom „histogram". 
Histogram je graf, ktorý rýchlo a prehladne charakterizuje náhodnosť pozorovanej 
náhodnej veličiny. Histogram konstruujeme takto: vykonáme r nezávislých pozorovaní 
nejakej náhodnej veličiny (, ktorá móže nadobudnúť hodnoty z nějakého intervalu i . 
Interval I rozložíme na neprekrývajúce sa podintervaly Il9 ...9Ik+1. Označímer řpočet, 
pozorovaní veličiny £ výsledky ktorých spadajú do It. Histogram je graf funkcie, ktorá 
na intervale It nadobúda konštantnú hodnotu rř. 

Získanie histogramu znamená často len prvé predspracovanie pozorovaných dát 
a histogram je východiskom pre ďaíšiu štatistickú inferenciu. Veličiny rl9...9rk+1 

sú náhodné, a ako je dobré známe, kombinatorickými úvahami móžme odvodiť, že 
pravděpodobnost'hodnot rl9 ..., rk+1 sa rovná 

r) 
(15) P(rl9..., rk+1 | pl9...9 pk+1) = — pí1 ... KVi > 

r i - . - - r t + 1 ! 

kde Pi je pravděpodobnost' toho, že hodnota veličiny £ je z intervalu It pri jednom 
pozorovaní. Ak nepoznáme rozdelenie veličiny £, vystupujú čísla pt ako neznáme para
metre, ktoré sú ovšem viazané podmienkou 

fc+i 

1=1 

Podobné platí: 
i t + i 

Z O = * • 
J -i 

Je preto rozumné reparametrizovať rozdelenie pravděpodobnosti (15), Nové parametre 
yl9 ..., ym móžu byť například 
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a nové náhodné veličiny 

Z (15) lahko dostaneme, že 

Ji = Inpi/pfc+i 

yi = rt; (i = 1, . . . , k ) . 

(16) P(y | y) = — — - exp {£ yflj} (1 + £ e" )" ' • 
yi!--.yfc!(^ - Xy/) ! 1 1 

1 
Zjednodušené móžeme (16) zapísať v tvare 

(17) P(y\y(6)) = a(y)ďT^^; (y e T), 

kde a(y), x(y) sú vhodné zvolené funkcie a kde množina F možných hodnot vektora 
parametrov y ( = parametrický priestor) je otvorená podmnožina Rk. Triedy rozdělení 
pravděpodobností ktoré možno zapísať v tvare (17) sa nazývajú (lineárně) exponenciálně 
triedy. To sú velmi dóležité triedy rozdělení pravděpodobnosti; patria sem mnohé 
statistické modely a uvedený příklad analýzy histogramu je len jeden z mnohých prípa-
dov použitia takýchto tried. História ich vzniku siaha ešte do raných období štatistic-
kej fyziky, kde sa rozdeleniami pravděpodobnosti typu (17) opisovali stavy plynov; 
parametre yl9 ..., ym přitom zodpovedali termodynamickým veličinám, ako sú teplota, 
tlak a podobné. 

V matematickej štatistike nazýváme parametre yí9 ..., ym kanonickými parametrami 
triedy (17). 

V niektorých prípadoch nie sú parametre yí9 ...,yk celkom neznáme, ale sú samy 
funkciami menšieho počtu iných neznámých parametrov, ktoré označíme 0 l 5 . . . , 0 m . 
To znamená, že namiesto triedy (17) máme triedu 

(18) P(y\y{o)); (ee&), 

ktorá je podtriedou triedy (17). V případe, že množina O je otvorená v Rm a že funkcie 
7i(0),..., yk(0) majú spojité druhé parciálně derivácie, nazýváme triedu (18) zakřivenou 
exponenciálnou triedou. 

Vo vyššie uvedenom příklade histogramu, dostaneme zakřivenu exponenciálnu triedu, 
ak je rozdelenie pravděpodobnosti pozorovanej veličiny £ čiastočne známe už před 
pozorováním. 

Iným príkladom zakrivenej exponenciálnej triedy je nelineárny regresný model (10). 
Príkladom (lineárnej) exponenciálnej triedy je lineárna regresia uvedená v odseku 2. 

Zakřivené exponenciálně triedy majú zaujímave geometrické vlastnosti. Súvisia 
s metodou odhadovania parametrov, ktorá sa v takýchto triedach najčastejšie používá. 
Je to odhad maxima vierohodnosti definovaný vzťahom 

(19) 0 : = arg max ln P(y \ y(6)). 
060 

Intuitivné zdóvodnenie odhadu (19) je zřejmé. Za „najvierohodnejšiu" považujeme 
tú hodnotu parametra 0, pre ktorú je najpravděpodobnější právě obdržaný výsledok y. 

Možno takto definovaný odhad dať do súvisu s nějakou geometriou výběrového 
priestoru, tak ako sa to podařilo v odsekoch 2 a 3? Zodpovedá odhad (19) minimalizácii 
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nejakej vzdialenosti bodu y napr. od plochy {y(6): 6 e 0)1 Súvisí odhad (19) s orto-
gonálnou projekciou na tuto plochu? 

Niekolko technických detailov a predpokladov ulahčí zodpovedanie týchto otázok. 
Předpoklady sa týkajú ,,nezakrivenej" triedy (17), do ktorej je vnořená zakřivená trieda 
(18). 

a) Předpokládáme, že kanonický parametrický priestor F je otvorená podmnožina 
Rk a že funkcia x(y) je dva rázy spojité diferencovatelná. 

b) Derivováním evidentnej rovnosti 

lP(y) | T) - i , 
y 

kde P(y \ y) je určené vzťahom (17), sa móžeme přesvědčit', že středná hodnota vektora y 

<») m-P® tf)T. 
\ dyt dyk ) 

Budeme předpokládat', že zobrazenie 

y^Ey(y) 

definované vzťahom (20) je injekcia do Rk a že množina 

(21) H:={Ey(y):yer} 

pokrývá celý výběrový priestor vektora y. 
V uvedenom příklade vyšetrovania histogramu sú uvedené předpoklady splněné. 

Podobné všetky předpoklady sú splněné aj v nelineárnom regresnom modeli (10). 
c) Nakoniec jedno označenie. V triede (18) budeme písať 

t,(6):=Em(y), 

teda strednú hodnotu vektora y budeme označovať rovnako ako v predchádzajúcich 
odsekoch článku. 

Začnime rozborom vhodnej,,vzdialenosti" vo výberovom priestore. Teória informácie 
sa už dávnejšie dokladné zaoberá hladaním statisticky interpretovatelných „vzdiale
nosti" lubovolných dvoch rozdělení pravděpodobnosti (pozři [16]). Vo všeobecnosti 
sa ukázalo, že takéto „vzdialenosti" sa nedajú definovat' ako metriky; zaužíval sa 
pre ne názov divergencie (my však budeme i naďalej hovoriť aj o „vzdialenostiach"). 
Divergencie sú sice nezáporné a sú nulové právě vtedy, keď rozdelenia pravděpodob
nosti, ktorých „vzdialenosť" určujeme, sú totožné. Avšak divergencie nemusia byť ani 
symetrické. To znamená, že „vzdialenosť" nějakého rozdelenia P od iného rozdelenia 
P móže byťiná ako „vzdialenosť" P od P. 

Známou divergenciou je tzv. 7-divergencia. Jej póvod je v známej Shannonovej miere 
informácie a má svoj póvod ešte v Bolzmanovej štatistickej fyzike z minulého storočia. 

I-divergencia je definovaná vzťahom 

<*) '("*) = ?['"^)]^|v). 
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Vo všeobecnosti je výpočet I-divergencie zložitý. Ale v exponenciálnej triede (17) platí, 
ako sa možno Iahko presvedčiť dosadením (17) do (22), jednoduchý vztah 

(23) I(y, y*) = (y - y*)T rj - x(y) + x(y*) , 

kde sme označili rj : = Ey(y). V tomto výraze pre I-divergenciu svorné vystupujú oba 
možné spósoby parametrizácie triedy (17): pomocou kanonických parametrov y a 
pomocou strednej hodnoty rj. 

Dvojica parametrizácií y a rj vystupuje ,,duálně" v celej geometrickej teorii exponen-
ciálnych tried. Sú to sice dve rózne parametrizácie a každá z nich stačí na označenie 
prvkov triedy (17), avšak v mnohých výrazoch je výhodné používať obe parametrizácie 
súčasne, spoločne, tak ako v (23). Je pozoruhodné, že v lineárnom alebo v nelineárnom 
regresnom modeli (10) sa obe parametrizácie stotožnia a pre I-divergenciu platí 

/(y,y*) = i[|y-7*||2. 

Z uvedeného vyplývá, že v triede (17) móžeme definovať funkciu J(rj, rj*) vzfahom 

J(rj, rj*) = I(y, y*) , 

t.j. vlastně výrazom (23). Funkcia J(rj, rj*) definuje ,,vzdialenosť" v priestore H, a teda 
podlá vyššie uvedeného předpokladu b definuje aj „vzdialenosť" vo výberovom priestore. 
Teda ,,vzdialenosť" bodu y od plochy $ := {rj(6): 9 e 0} sa rovná 

(24) J(y, r,(6)) = [yy - y(6)Y y - x[y j + *[y(0)] . 

Přitom vektor yy je riešením rovnice (20), kde za Ey(y) dosadíme priamo vektor y. 
To však poznamenáváme len kvóli úplnosti. Pre nás je dóležité, že pomocou vzťahov 
(17) a (23) sa móžeme Iahko presvedčiť, že súčet 

ln P(y | y(6)) + J(y, n(0)) 

nie je závislý od vektora parametrov 0. Odtial vyplývá, že odhad metodou maxima 
vierohodnosti móžeme ekvivalentně získať aj z rovnice 

9 = argminJ(j;, rj(9)), 

teda pomocou minimalizácie I-divergencie. I-divergencia je teda hladaná ,,vzdialenosť", 
ktorá koresponduje s metodou maxima vierohodnosti a I-divergencie charakterizuje 
geometriu výběrového priestoru. 

Ako je to s hladanou ortogonalitou vektora y — rj(9) na plochu SI Keďže vo výbe
rovom priestore nemáme metriku, ale iba I-divergenciu, ťažko hovoriť o ortogonalite 
dvoch vektorov v obvyklom zmysle. Určité vodítko ovšem poskytuje nasledujúca velmi 
zaujímavá analógia Pythagorovej vety, ktorú móžeme jednoducho dokázať. Pre tri 
body y, y, y* z množiny F totiž platí rovnosť 

i(y,y) + i(ý,v*) = i(y,v*), 
akonáhle platí 

(y-ý) r(*7->/*) = o. 
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Tuto rovnosť preveríme púhym dosadením výrazu (23). Ortogonalita je teda „spoločná" 
pre obe parametrizácie y a rj. Možno hovoriť napr. o priamkach v priestore F, ktoré sú 
kolmé na priamky v priestore H, ale nie o kolmých priamkach ležiacich v tom istom 
priestore. Preto sa dá očakávať, že v metóde maxima vierohodnosti nebude vektor 
y - rj(0) kolmý na plochu {q(9): 9 e 0}, ale skór na plochu {y(9): 9e0}. O tom sa 
lahko přesvědčíme úpravou rovnic 

-?-\nP(y\y(0))\e=9 = 0; (i = l , . . . ,m), 
OUi 

ktoré priamo vyplývajú z (19). Po dosadení podlá vzťahu (18) a po využití rovnosti (20) 
dostaneme nakoniec 

b - # ) ] r ^ = 0; (i-1,...,«), 
OU i 

kde dy(ě)jd9í9..., dy(p)\d9m sú zrejme dotykové vektory plochy {y(9): 9 e <9}. 

Otázkou je, či možno charakterizovat' geometriu výběrového priestoru ešte ináč než 
pomocou 7-divergencie, resp. vyššie definovanej ortogonality. Tento priestor nemá 
metriku. Diferenciálna geometria ovšem pozná spósob popisu nemetrických priestorov, 
a to pomocou vnútorných (tzv. kovariantných) derivácií, alebo čo je ekvivalentně, 
pomocou tzv. afinných konekcií. My-sa uspokojíme s konstatováním, že takáto struk
tura je pre exponenciálně triedy vybudovaná v monografii [12]. 
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